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摘　要:准确构建螺栓连接处的非线性滞回曲线模型对卫星承重结构的减振和安全性能评估至关重要.传统计

算模型的时域分析方法需要大量时间成本,典型的数据驱动模型难以构建高精度的滞回模型.针对上述挑战,提
出了一种新的残差改进的深度学习算法 RIDLA(ResidualImprovementDeepLearningAlgorithm),用于构建螺栓

连接处位移与力的滞回曲线模型.该算法充分利用长短期记忆(LSTM)神经网络拟合时间序列非线性关系的能

力,通过实测响应与计算残差之间的交互迭代,构建了多级别的残差改进深度学习模型,从而实现了对螺栓连接

处滞回模型的准确建模.使用某卫星承重结构的子部件循环加载实验数据验证了 RIDLA 方法的性能.结果表

明 RIDLA实现了对螺栓连接处的位移和力滞回曲线高度精确的预测.此外,RIDLA 方法有可能应用于预测其

他复杂非线性系统的动态响应.
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１　引 言

承重结构是卫星系统的骨架,起到保护内部器

件、支撑和连接各组成部分的作用.卫星系统中的

电子设备、精密仪器和灵敏传感器对振动极为敏

感.随着卫星承重结构朝复杂和轻量化方向发展,
对其稳定性和可靠性的要求也日益提高[１].当前,
卫星承重结构主要采用蜂窝板复合材料,通过大量

螺栓结构连接而成.螺栓连接和复合材料使得承

重结构整体呈现出明显的非线性动力学特性[２,３],
这导致卫星整体结构的振动响应难以准确评估.
螺栓连接结构接触面处的刚度和阻尼特性的复杂

性,为卫星服役质量的预测评估带来了挑战.研究

表明,连接方式的变化会显著改变卫星结构的动力

学特性.预紧力和外载荷均会影响螺栓连接的性

能,导致连接刚度和能量耗散发生变化.
通常,螺栓连接的结构特征引起的非线性行为

表现为在加载和卸载过程中的滞回效应[４].力与

位移的滞回曲线包含了连接节点处的弹性、塑性行

为、屈服点和能量耗散等信息.因此,准确构建螺

栓连接节点处的非线性滞回曲线模型对于结构的

振动控制和评估具有重要意义.滞回模型的建立

是分析螺栓连接结构滞回性能和结构非线性的重

要环节[５].为了准确获得螺栓连接结构的非线性

特性,研究人员利用商业软件(如 ANSYS)建立了

精细化的非线性接触模型,这些模型能够准确模拟

连接的能量耗散和滞回曲线.然而,这些模型的静

态分析计算时间成本高,动态分析收敛性差,限制

了其在工程中的应用.考虑到连接节点的能量耗

散和刚度变化,Iwan模型[６]和 BoucＧWen模型[７]

用来描述连接节点的非线性关系.然而,这些模型

需要多个参数来描述连接部位的非线性行为,并且

需要通过复杂的实验对参数进行辨识和校准.
近年来,神经网络作为一种通用逼近器广泛应

用于构建结构响应之间的关系模型[８].RNN结构

可以考虑响应数据间的时间相关性,在构建结构的

非线性滞回模型方面有巨大的应用潜力.由于训

练过程中存在梯度消失和爆炸的问题,使得 RNN



无法对长期结构响应进行建模,尤其是当响应中存

在复杂的非线性关系时.长短期记忆(LSTM)神
经网络是 RNN 的一种,通过引入门函数解决了

RNN在训练过程中梯度消失或爆炸的问题[９].

LSTM 对时间序列有较强处理能力,已成功应用

于非线性结构的响应预测[１０]和滞回 模 型 的 构

建[１１].Gu等[１２]提出了一种基于灵敏度分析的

LSTM 神经网络方法,用于提取结构行为特征并

准确高效地建立结构的滞回模型.
虽然LSTM 神经网络已成功应用于构建复杂

结构的非线性滞回模型,但在构建强非线性系统的

响应预测模型时,基于 LSTM 的预测模型与物理

系统之间的差异仍可能导致结果误差超出预期.
为了解决这一问题,本文提出了一种基于长短期记

忆(LSTM)神经网络的新型残差改进深度学习算

法(RIDLA),用于构建卫星承重结构螺栓连接处

力与位移的非线性滞回模型.该算法通过残差数

据的迭代训练,形成多级预测模型,从而准确构建

非线性滞回曲线模型.因此,本文提出的 RIDLA
方法为评估卫星承重结构的稳定性和可靠性提供

了一个可靠的工具.

２　基于RIDLA滞回曲线建模

２􀆰１　滞回曲线预测模型构建方法

卫星承重结构螺栓连接结构在外载荷作用下

力与位移响应存在非线性的滞回效应.理论上存

在一个方程Φ 可以描述结构力与位移之间的非线

性关系.

y(t)＝Φ[x(t)](t＝１,２,􀆺,n) (１)
式中x(t)和y(t)分别为t时刻的位移和力的响应

值,n为时间序列的长度.如果构建出满足式(２)

中方程Φ 的近似函数Φ
~ ,就可以通过输入测点位

移响应x(t)求解力的动态响应y(t).

Φ
~[x(t)]＝y~(t)≈y(t)

|y(t)－y~(t)|≤ε{ (２)

式中y~(t)是基于模型Φ
~
预测的t时刻的响应,ε为

允许误差上限,ε＝０􀆰０２,.构建卫星承重结构螺栓

连接部位力与位移的滞回曲线模型的关键是求解

非线性关系模型Φ
~ ,而从物理激励直接推导出模

型Φ
~

的表达式是非常困难的.考虑到力与位移存

在明显的时间相关性,本文基于 LSTM 神经网络

提出了一种新的残差改进的深度学习算法,用于构

建螺栓连接处力与位移的非线性滞回曲线模型.

２􀆰２　残差改进深度学习算法的框架

基于LSTM 神经网络构建的预测模型虽考虑

了输入和输出的时间相关性,具备拟合复杂非线性

时间序列的能力,但训练的模型与物理实体之间的

差异仍可能会导致预测结果的误差超出预期.本

文提出了残差改进的深度学习算法(RIDLA),用
于构建不同外载荷激励下力与位移的滞回效应预

测模型,其具体步骤如图１所示.

图１　残差改进的深度学习算法框架

Fig．１　ResidualImprovementDeepLearningAlgorithm (RIDLA)

步骤１　通过实验获得力与位移的动态响应

数据[X,y].X 为位移数据(输入),y为力响应数

据(输出),其中X∈ℝn×p,y∈ℝn＞q,n为训练样本

的长度,p和q分别为传感器的数量.
步骤２　构建 LSTM 神经网络模型.用于构

建X 与Ri－１ 的非线性关系Φ
~
i 的LSTM 神经网络

模型如图２所示,主要包括输入层、隐藏层、全连接

层和输出层.为兼并神经网络模型性能和训练时

间,共设置３个 LSTM 隐藏层,并选择均方误差

MSE(MeanSquareError)作为损失函数,优化器

选择常用的 Adam[１３].采用正则化和丢弃操作防

止模型训练过程出现过拟合现象,丢弃层设置在第

２个LSTM 隐藏层之后.

图２　LSTM 神经网络模型结构

Fig．２　ArchitectureoftheLSTMneuralnetworkmodel
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步骤３　令i＝１,训练步骤２的LSTM 神经网

络模型,得到响应反演回归模型Φ
~
i .模型Φ

~
i 的训

练数据是 [X,Ri－１],其中R０＝y.
步骤４　将训练的位移数据 X 输入到模型

Φ
~
i ,得到力响应的预测数据y~i .

步骤５　根据步骤４预测的数据y~i 计算残差

数据:Ri＝Ri－１－yi ,并基于残差数据Ri 计算其标

准化均方根误差(NRMSE).可通过式(３)计算得

NRMSE＝

１
n∑

n

i＝i
(Ri)２

max(Ri)－min(Ri)
(３)

步骤６　计算 NRMSE 的值.如果 NRMSE
≤ε,则停止迭代,令i＝k,组装构建结构的滞回模

型:Φ
~
＝{Φ

~
１,Φ

~
２,􀆺,Φ

~
k};否则,构造新的训练数

据集 [X,Ri],令i＝i＋１,返回步骤３重复上述步

骤.残差数据的迭代训练过程如图３所示.

图３　RIDLA 方法的数据交互迭代

Fig．３　DatainteractiveiterationoftheRIDLAmethod

步骤７　将新的位移数据Xtest作为测试数据,

通过构建的滞回模型Φ
~

预测结构载荷的动态响应

数据:y~test＝∑
k

i＝１y
~
i .

步骤８　引入均方根误差(RMSE)和相关性

系数R２ 定量评估滞回模型Φ
~

的精度.

RMSE＝ １
n∑

n

i＝１
(yi－y~i)２ (４)

R２＝１－∑
n

i＝１
(yi－y~i)２

∑
n

i＝１
(yi－y－i)２

(５)

式中n为样本的长度,y~i 为模型Φ
~

在i时刻的预

测值,y－i为yi(实测值)的平均值,其中i＝１,２,􀆺,

n.

２􀆰３　LSTM 神经网络

除了输入层和输出层之外,标准的 LSTM 神

经网络模型还包括多个隐藏层(LSTM 层和全连

接层).LSTM 层包含一组LSTM 单元(如图４所

示),并将层的输入序列映射到层的输出序列.

图４　LSTM 单元结构[１４]

Fig．４　LoopstructureoftheLSTMcell

输入数据X＝{x１,x２,􀆺,xt,􀆺,xn}∈ ℝn×p

和输出数据Y＝{y１,y２,􀆺,yt,􀆺,yn}∈ ℝn×q 分别

为通过实验测量的位移和力的时程数据.在t时

刻(t＝１,􀆺,n,其中n 为时间步长总数),LSTM
单元的前向传播过程可用式 (６~１１)表示.

ft＝σ(Wf[ht－１,xt]＋bf) (６)

it＝σ(Wi[ht－１,xt]＋bi) (７)

ot＝σ(Wo[ht－１,xt]＋bo) (８)

C
~
t＝tanh(Wc[ht－１,xt]＋bc) (９)

Ct＝ft∗Ct－１＋it∗C
~
t (１０)

ht＝ot∗tanh(Ct) (１１)
式中W 为不同门函数(输入门it、输出门ot、遗忘

门ft)输入不同xt 对应的权重矩阵,b为相应的偏

置向量.Ct 是当前的存储单元状态,C
~
t 为当前的

候选单元状态.tanh 是双曲正切函数.σ是对数

sigmoid函数.LSTM 单元在整个时间空间内不

断重复上述过程,形成一个链状结构来捕捉长短期

时间依赖关系,如图５所示.

图５　单层 LSTM 序列架构

Fig．５　SingleＧlayerLSTMsequentialarchitecture

３　非线性６DOF弹簧振子响应预测

３􀆰１　６DOF弹簧振子计算模型

通过非线性６DOF弹簧振子(如图６所示)的
计 算 数 据 验 证 提 出 的 残 差 改 进 深 度 学 习 算 法

(RIDLA)的可行性和准确性.非线性系统的动态

控制方程为

MX
􀅰􀅰
＋CX

􀅰
＋K(X,t)X＋G(X,t)＝F＋ΣΨ (１２)

式中 M、C和K(X,t)分别为非线性系统的质量、阻
尼和刚度阵,其中 M ＝diag[m１,􀆺,m６]∈ ℝ６×６ ,

C＝diag[c１,􀆺,c６]∈ℝ６×６ ,mi ＝５kg,ci ＝０􀆰０５.
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结构的刚度矩阵与每个弹簧在t时刻的伸长量相

关,其变化是非线性的.X 为６DOF系统质量块的

位移响应矩阵,X＝[xt
１,􀆺,xt

６]∈ℝ６ .F为６DOF系

统受的外部激励.Ψ为在噪声强度矩阵Σ下的随机噪

声向量.Ψ＝[ψ１,􀆺,ψ６]∈ℝ６ ,Σ＝[σ１,􀆺,σ６]∈
ℝ６×６,其中ψi ＝randn(１,n),n＝５００００,σi ＝０􀆰２.

G(X,t)是６DOF系统计算模型中引入的另一个非

线性因素,G(X,t)＝[gt
１,􀆺,gt

６]∈ℝ６ .

图６　６DOF弹簧振子非线性系统

Fig．６　DOFspringoscillatornonlinearsystem
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１０ (|Δxt
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１０００ (else){ (１４)
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i－xt
i) (Δxt

i ≥xε)

－１０００xt
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i)(Δxt

i ＜－xε)

１０００Δxt
i (else)

ì

î

í

ï
ï

ïï

(１５)

式中Δxt
i为弹簧i在t时刻的伸长量,xt

i为质量块

i在t时刻的位移.xε 为弹簧伸长量的阈值,其中

xε＝１mm.６DOF系统动力学控制方程中的F＝
[f１,􀆺,f６]∈ℝ６ ,各个质量点受到正弦载荷的幅

值和周期均不相同,表１给出了各质量点所受正弦

载荷的幅值和角速度,式(１６)给出了各质量点载荷

激励的数学表达:

fi＝λisin(πt/wi) (１６)

表１　正弦载荷的幅值与角速度

Tab．１　Amplitudeandangularvelocityof
sinusoidalload

编号i １ ２ ３ ４ ５ ６

λi ０􀆰５ ０􀆰４ ０􀆰２ ０􀆰４ ３􀆰０ ２􀆰５

wi ５０ ３０ ２０ １０ ５０ ６０

３􀆰２　６DOF系统关注点响应预测

通过RungeＧKutta方法计算得到６个质量块

的５００００组位移数据,其中８０％作为训练数据集,

２０％作为测试数据集.假设１＃质点为结构的关

注点,２＃~６＃质量点为结构的可测点.图７为６
个质量点位移在时域的相关分析.质点１＃位移

与２＃~６＃点的位移时序数据相关系数分别为

０􀆰０３、０􀆰２３、０􀆰０９、０􀆰１７、０􀆰０１,相 关 系 数 较 低.

２＃~６＃质点位移时间数据之间的相关性也较低.

图７　位移数据的互相关系数

Fig．７　Correlationanalysisofdisplacementdata

训练过程中通过调整初始学习率和隐藏层神

经元数量,以寻求合适的超参数组合使得训练的回

归模型的性能最优.其中,每个隐藏层的神经元数量

介于１６和２５６之间尝试,初始学习率介于０􀆰００８和

０􀆰０３２ 之 间 尝 试,最 大 迭 代 次 数 设 置 为 ６００.

LSTM 模型的其余超参数设置列入表２[１５].通过

调整神经网络的超参数,最终优化 LSTM 神经网

络模型的最大迭代次数为 ６００,初 始 学 习 率 为

０􀆰０１６,第１层设置６４个隐藏神经元,第２层和第

３层分别设置１２８个和６４个隐藏神经元.为了保

证响应预测模型的精度,误差阈值ε设置为０􀆰０２.

表２　LSTM 神经网络超参数

Tab．２　HyperparametersoftheLSTMneural
networkmodel

神经网络超参数 参数值

梯度衰减因子(Gradientdecayfactor) ０􀆰９０００

学习率下降系数(Learningratedropfactor) ０􀆰５０００

学习率下降周期(Learningratedropperiod) １００

L２ 正则化系数 (L２regularization) １eＧ４

　　图８给出了从测试数据集中随机选择一段关

注点位移的预测结果.可以看出,相比于 LSTM
神经网络预测模型,使用提出的残差改进深度学习
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算法(RIDLA)构建的预测模型的计算精度有显著

提高.计算 出 两 个 模 型 的 响 应 结 果 的 RMSE、

NRMSE和相关系数R２ 列入表３.从LSTM 到基

于RIDLA 模型的预测结果,RMSE 从５􀆰９０mm
下 降 到 ０􀆰３０ mm,NRMSE 从 ０􀆰１１４ 下 降 到

０􀆰００６,相关系数R２ 从０􀆰８６１增加到０􀆰９９９.计算

结果表明,使用 RIDLA 模型预测的关注点的位移

数据的精度有了显著提高.

图８　使用LSTM 模型和 RIDLA模型预测响应

Fig．８　PredictingresponsesusingLSTM modelandRIDLAmodel

表３　预测结果精度对比

Tab．３　Comparisonofpredictionaccuracy
模型 RMSE/mm NRMSE R２

LSTM ５􀆰９０ ０􀆰１１４ ０􀆰８６１

RIDLA ０􀆰３０ ０􀆰００６ ０􀆰９９９

４　滞回预测模型实验验证

４􀆰１　残差改进深度学习算法的框架

所用实验结构为某卫星的承重结构部件,如图

９所示.

图９　卫星承重结构和实验结构

Fig．９　SatelliteloadＧcarryingandexperimentalstructures

该实验结构为 T 型结构,两块铝蜂窝夹层板

由两个螺栓连接.通过实验获得力与位移的数据,
其实验细节如图１０所示.实验件通过夹具固定在

试验台上.试验件的上部固定一个激光位移传感

器,其测量精度达到０􀆰１μm.下部安装一个压力

传感器,其量程为５０００N.压力传感器与位移激

励器之间通过强度较高的钢杆件连接,实验过程视

为刚体.实验结构受到正弦波位移激励,通过压力

传感器测得力的时程变化数据,激光位移传感器则

用于测量位移数据.最后,应用不同峰值的正弦波

位移激励,获得相应的力Ｇ位移响应数据.图１１展

示了在不同峰值正弦波激励下测得的力与位移的

滞回曲线.可以观察到,随着正弦波峰值从１􀆰０mm
增加到２􀆰５mm,力与位移的滞回曲线形状从梭形

变为反S形.卫星承重结构的螺栓连接部位表现

出较为复杂的非线性滞回效应.

图１０　力与位移加载试验

Fig．１０　Forceanddisplacementloadingtest

图１１　不同峰值激励的力与位移滞回曲线

Fig．１１　Hysteresisloopsofforceanddisplacementunder
differentpeakexcitations

４􀆰２　RIDLA滞回模型的构建

训练过程中通过调整初始学习率和隐藏层神

经元数量,以寻求合适的超参数组合使得训练的回

归模型Φ
~
i 的性能最优.其中,每个隐藏层的神经

元数量介于１６和２５６之间尝试,初始学习率介于
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０􀆰００８和 ０􀆰０３２ 之间尝试,最大迭代次数设置为

６００.通过 调 整 神 经 网 络 的 超 参 数,最 终 优 化

LSTM 神经网络模型的初始学习率为０􀆰０１６,第１
层设置３２个隐藏神经元,第２层和第３层分别设

置６４个和３２个隐藏神经元.
利用RIDLA 方法构建卫星承力结构力与位

移之间的非线性滞回模型,其中位移响应作为输

入,力响应作为输出,并与多层感知机 MLP(MulＧ
tilayerPerception,)、深 度 神 经 网 络 (DNN)和

LSTM 等通用神经网络方法进行了对比,结果如

图１２所示.对比上述三种方法,本文提出的 RIDＧ
LA构建的滞回模型具有更高的精度.表４给出

了不同模型的预测精度,从 LSTM 模型到 RIDLA
的模型,RMSE从１６􀆰８０N下降到０􀆰９４５N,NRMSE
从０􀆰０６０下降到０􀆰００３,相关系数从０􀆰９６３上升到

０􀆰９９９.MLP和DNN方法的预测精度相对较低,
主要是因为 MLP和DNN神经网络无法考虑数据

间的时间相关性,导致滞回模型的精度较低.

图１２　不同滞回模型预测结果(峰值２􀆰５mm)
Fig．１２　Predictionsofdifferenthysteresismodels(peak２􀆰５mm)

表４　预测结果对比分析

Tab．４　Comparativeanalysisofprediction
accuracy

模型 RMSE/(N NRMSE R２

MLP ２７􀆰９２ ０􀆰９９９ ０􀆰８９９

DNN １９􀆰８９ ０􀆰０７１ ０􀆰９４９

LSTM １６􀆰８０ ０􀆰０６０ ０􀆰９６３

RIDLA ０􀆰９４５ ０􀆰００３ ０􀆰９９９

　　图１３显示了基于 RIDLA 方法构建的不同位

移峰值激励下的滞回模型预测结果.RIDLA方法

可以高精度地构建不同峰值正弦波激励的滞回模

型,其预测结果与实验数据具有较高的一致性.因

此,本文提出的 RIDLA 方法可以用于构建卫星承

重结构螺栓连接部位力与位移关系的滞回效应.

图１３　RIDLA滞回模型的预测结果

Fig．１３　PredictionresultsofRIDLAhysteresismodel

５　结　论

本文研究了卫星承重结构螺栓连接部位的力

与位移非线性滞回关系,提出了一种基于残差改进

的深度学习算法(RIDLA)用于构建滞回曲线模

型,并通过６DOF非线性系统的计算数据和实验数

据验证了该方法的可行性和准确性.主要结论

如下.

６DOF非线性系统响应预测.相比于传统的

LSTM 神经网络响应预测模型,预测结果与计算

数据的均方根误差(RMSE)从 ５􀆰９ mm 下降至

０􀆰３mm,标准均方根误差(NRMSE)从０􀆰１１４降低

至０􀆰００６,相关系数R２ 由０􀆰８６１上升至０􀆰９９９.
残差改进的深度学习算法(RIDLA).RIDLA

算法在LSTM 基础上通过残差数据的迭代训练显

著提 升 了 模 型 精 度.实 验 验 证 表 明,对 比 于

LSTM 模型的预测结果,RIDLA 构建滞回模型的

RMSE 从１６􀆰８０N 降低至０􀆰９４５N,NRMSE 从

０􀆰０６下降到０􀆰００３,R２ 从０􀆰９６３上升至０􀆰９９９,显
示了该方法在复杂非线性关系建模中的优越性.

综上所述,本文发展的 RIDLA 方法不仅能够

准确捕捉螺栓连接部位的非线性滞回效应,还具备

较高的预测精度和实际应用潜力,为复杂结构的动

力学特性研究提供了新的思路和方法.
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NonlinearhysteresismodelingofboltconnectionsinsatelliteloadＧcarrying
structuresusingaResidualImprovementDeepLearningAlgorithm

GUNaijian１,　LIUKun１,　WU Wenhua∗１,２,GUOXinglin１

(１．StateKeyLaboratoryofStructuralAnalysis,OptimizationandCAESoftwareforIndustrialEquipment,
DalianUniversityofTechnology,Dalian１１６０２４,China;

２．NingboResearchInstituteofDalianUniversityofTechnology,Ningbo３１５０００,China)

Abstract:Accuratelyconstructingthenonlinearhysteresisloopmodelattheboltconnectioniscrucialfor
thevibration reduction and safety performance evaluation ofa satelliteloadＧcarrying structure．
TraditionaltimeＧdomainanalysismethodsofcomputationalmodelsrequiresubstantialtimecosts,and
typicaldataＧdriven modelsstruggletoconstructhighＧprecisionhysteresis models．Toaddressthese
challenges,a novel ResidualImprovement Deep Learning Algorithm (RIDLA)is proposed for
constructingthehysteresisloopmodelofdisplacementandforceattheboltconnection．Thealgorithm
fullyleveragesthecapacityofLongShortＧTerm Memory (LSTM)neuralnetworkstofitnonlinear
relationshipsintimeseries．Itadoptsaninnovativeapproach by creating a multiＧlevelresidual
improvementdeeplearning modelthatiterativelyrefinespredictionsbasedon measuredresponses,
resultinginhighlyaccuratemodelingofhysteresisatboltconnections．TheperformanceoftheRIDLA
methodisvalidatedusingexperimentaldatafromcyclicloadingofasubcomponentofasatelliteload
carryingstructure．ThefindingsdemonstratethatRIDLAachieveshighlyaccuratepredictionsofthe
displacementandforcehysteresisloopattheboltconnection．Additionally,theRIDLA methodcouldbe
appliedtopredictthedynamicresponsesofothercomplexnonＧlinearsystems．

Keywords:loadＧcarrying structure;boltconnection;hysteresis model;residualimprovement;deep
learning
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